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RESUMO

A perspectiva de uma maior participacao da energia edlica na matriz energética brasileira indica a necessidade do
desenvolvimento de sistemas para previsdo da geracéo eolica em horizontes de curto, médio e longo prazo com a
finalidade de apoiar a integracdo segura e econdmica dos aproveitamentos edlicos na operacdo do sistema
elétrico. Este trabalho tem por objetivo apresentar resultados obtidos com o modelo proposto desenvolvido
utilizando a decomposigdo da série temporal utilizando a analise espectral singular e a previsao através das redes
neurais artificiais para previsao de curto prazo da velocidade do vento.

PALAVRAS-CHAVE
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1.0 - INTRODUCAO

A necessidade de promover o crescimento econdmico sustentavel tem contribuido para o desenvolvimento das
fontes alternativas e/ou renovaveis para geragdo de energia elétrica. Entre as op¢8es disponiveis a energia edlica,
por ser um recurso limpo e abundante, surge como uma das mais promissoras. Principalmente, levando em
consideracdo que o “Atlas do potencial edlico brasileiro” do ano de 2001, estima que o Brasil tem um potencial
edlico de aproximadamente 143 GW a 50 metros de altura (1), e por isso, esta € uma das fontes alternativas e/ou
renovaveis mais promissoras.

Contudo o vento é um recurso ndo controlavel e tem um comportamento estocastico. Por esta razéo, a previsédo de
séries de velocidade de vento se torna um importante objeto de estudos, e para isso podem ser utilizadas uma
grande diversidade de técnicas, métodos e modelos. O uso destas previsGes estdo diretamente ligadas a
seguran¢ca do suprimento de energia, tais como: (i) a utilizacdo de previsbes semanais para elaboracdo de
cronogramas de manutencdes do parque edlico; (ii) a utilizacdo de previsbes diarias (de hora em hora), auxiliando
a tomada de decisOes estratégicas; (iii) a utilizacéo de previsdes horarias para tomada de decisbes de despacho de
unidades geradoras.

Sendo assim, as ferramentas para a previsdo da velocidade do vento e da producdo de energia nos parques
eolicos sao fundamentais nas decisdes relacionadas com os despachos das usinas geradoras, principalmente em
sistemas predominantemente hidraulicos, como é o caso do sistema elétrico brasileiro.

Neste trabalho propde-se um modelo para previsdo da velocidade do vento. No modelo proposto sdo utilizadas
duas abordagens: (i) a Andlise Espectral Singular (Singular Spectrum Analysis - SSA) (2,3,4), que incorpora
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elementos da analise classica de séries temporais, estatistica multivariada, geometria multivariada, sistemas
dinamicos e processamento de sinais na andlise de séries temporais; (ii) a Rede Neural Atrtificial (RNA) (5), que sédo
sistemas paralelos distribuidos, compostos por unidades de processamentos simples, denominadas neurdnios.

O modelo proposto realiza previsdo de curto prazo para velocidade do vento e, é baseado na decomposicdo da
série histérica de velocidade do vento através da SSA, de forma a produzir um conjunto de k séries distintas. Cada
uma destas k séries se referenciam a um dos k componentes que representam a série historica, e para cada um
destes componentes sdo construidos previsores baseados em RNA destinadas a realizar a previsdo dos valores
seguintes destes componentes. As previsdes realizadas para estes k componentes sdo somadas, e com isso é
obtida a velocidade do vento prevista para um horizonte de previsao até 24 horas a frente.

O artigo esta organizado em seis se¢fes. A seguir, na se¢do 2 tem-se uma breve apresentagdo da SSA e na secao
3 uma descrigdo resumida das RNA. O modelo proposto é apresentado na secédo 4 e os resultados obtidos na
secdo 5. Por fim, na se¢do 6 sdo apresentdas as principais conclusdes do trabalho.

2.0 - ANALISE ESPECTRAL SINGULAR (SSA)

A SSA é um método ndo paramétrico empregado na andlise e previsdo de séries temporais, particularmente na
suavizagao, na filtragem e na extracéo de periodicidades. A SSA, em sua versdo bésica, consiste em duas etapas,
decomposicao e reconstru¢do, cada uma com dois passos a serem seguidos (2, 3, 4).

2.1 Decomposigéo

A etapa de decomposicdo da série temporal via SSA estd subdividida em dois passos, incorporagdo e
decomposicdo em valores singulares (Singular Value Decomposition - SVD). O passo de incorporacdo consiste em
realizar o mapeamento que transfere um vetor unidimensional com os dados da série temporal, por exemplo, Y=(y1,
Y2,Y3,Y4,Y5,Y6,---,Yn) €M uma sequéncia de vetores multidimensionais defasados, de acordo com o tamanho da janela
L, pré-determinado. Esse parametro L deve ser um valor inteiro tal que 2 < L < N, onde N é o nimero de
observacdes da série temporal. Nesse passo, entdo, é criada a matriz de trajetdria X, conforme mostrada abaixo:

i Y Y3 Yo 0 Ynen
Yo Y Ya Ys o Ynewe2

X=Ys VY, Ys Yo o Yn-L+s 1)
Yo Yia Yiee Y o Yn

A matriz de trajetéria € uma matriz de Hankel cujos elementos x; séo idénticos ao longo de todas as posi¢cfes da
matriz X, onde i+j permanece constante (6).

No segundo passo da decomposic¢édo, a SVD (7) é aplicada & matriz X que passa a ser expressa como uma soma
de matrizes elementares, ou seja, X=X;+Xy+..+X_.. As matrizes elementares de X sdo obtidas por

X, =AY, \/IT onde 4 é o i —€SiMO valor singular de X (os valores singulares s&o tomados em ordem

decrescente de magnitude A1 = A» = .2 AL 20), Ui é 0 i —ésimo vetor singular esquerdo de X e V; é o

i —ésimovetor singular direito de X. Seja d=max( i | Ai > 0), o nimero de valores singulares diferentes de zero.
Asso,.a matriz X pode ser expressa pela seguinte equacéo:

X = Zidzl Xi = Zidzl\//]—i'ui 'ViT @

As matrizes X; 00 i=1,d tém posto 1 e a colecéo (4, U;, Vi) é chamada de autotripla SVD da matriz X (2).

2.2 Reconstrucdo

A etapa de reconstrugdo é composta de dois passos, agrupamento e média diagonal. O passo de agrupamento
corresponde a classificacdo das matrizes X; em grupos e soma destas matrizes elementares dentro de cada grupo.
Particionando o conjunto de indices J=1,...,d em subconjuntos disjuntos l,...,Im, em que cada I={iy,...,ip} € um grupo
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de indices. Portanto, a matriz X; correspondente ao grupo | é definida como XI = Xil +-.-+ Xip . Logo a matriz

X pode ser escrita da seguinte maneira:
, m
X = lel X'l ®)

O processo de escolher os conjuntos Is,...,Im € chamado o agrupamento de autotriplas. Portanto, a contribuicdo da
componente X, na expansao em (3 é medido pela razdo dos autovalores correspondentes:

Zi o A / Zi(j:l/‘i “)

O segundo passo da reconstrugdo e ultimo passo da SSA é a média diagonal e que consiste em transformar a

matriz de trajetoria em uma série temporal. Sejam y; os elementos da matriz X de dimens&o LxK onde 1<i <L e
1<j <K (2, 3, 5). Considere L* = min(L,K) , K*=max(L,K) e N=L+K-1.

k:.l;.l km:(y;,k—m+2) 0<k< L' -1
= %Z;q(yfmk-mﬂ) L -1<sksK' 5)
leZ:;:i%z(yr;’k—m-l'Z) ,K'<k<N

O passo de média diagonal transfere a matriz X para uma série 901911 Oy .- Oy através da equagéo (5),

que corresponde a média de elementos ao longo das diagonais cujos indices das linhas (i) e colunas (j) satisfazem
a igualdade i+j=k+2.

3.0 - REDES NEURAIS ARTIFICIAIS (RNA)

As RNA séo sistemas compostos por unidades de processamento denominados neurdnios e dispostas em uma ou
mais camadas interligadas por um grande nimero de conexdes (sindpses) geralmente unidirecionais e com pesos
para ponderar as entradas recebidas por cada neurénio. Cada neurdnio realiza a soma ponderada dos sinais de

entrada (ZW.X) e aplica uma fungdo de ativagdo ao resultado obtido (net) e obtém um sinal de saida, conforme

ilustrado pelo modelo matematico do neurdnio na Figura 1. Assim, cada neur6nio faz 0 mapeamento dos sinais de
entrada em um Unico sinal de saida que é propagado para os neurdnios da camada seguinte.

Neurénio funcéo de
ativacdo

saida

]

Ral

nef saida

*
N

sinais de entrada

=

B

Figura 1 - Modelo do neur6nio artificial

A arquitetura mais usual é a feed-forward MLP (Multi-Layer Perceptron) com trés camadas, conforme ilustrado na
Figura 2a. Os pesos W nas conexdes entre as camadas sdo ajustaveis de forma analoga ao que acontece no

cérebro humano, onde as sindpses sao reforgadas ou enfraquecidas.

A primeira camada recebe os sinais de entrada e as transmite para os neurénios da camada escondida para que
estes extraiam as caracteristicas relevantes e passem o0s resultados para a camada de saida da rede. A
especificacdo do nimero de camadas escondidas e do nimero de neurdnios em cada camada é realizada de
forma empirica. As RNAs com apenas uma camada escondida sdo capazes de aproximar qualquer fungéo
continua nao linear. Assim, é razoavel considerar apenas uma camada escondida, sendo que o numero de
neurbnios nesta camada € determinado empiricamente por meio da avaliagdo do erro de previsdo alcancado em
cada configuragdo avaliada.
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(a) Arquitetura da rede neural (b) Fases do algoritmo backpropagation
Figura 2 - Rede Feed-forward Multi-Layer Perceptron

O ajuste dos pesos das sinapses entre 0os neurdnios é realizado por meio de um processo iterativo denominado
treinamento. O principal algoritmo de treinamento é o backpropagation (5), no qual o ajuste dos pesos se da pela
execucdo de um processo de otimizacdo realizado em duas fases: forward e backward, conforme ilustrado na
Figura 2b. Na fase forward é calculada a resposta fornecida pela rede para um dado padrédo de entrada, enquanto
na fase backward, o erro, ou seja, 0 desvio entre a resposta desejada e a resposta encontrada pela rede, é
utilizado para ajustar os pesos das conexdes entre 0s neurbnios da rede.

Ao longo do treinamento os varios padr@es de entrada e as respectivas saidas desejadas sdo apresentados a RNA
de forma a realizar um aprendizado supervisionado, onde os pesos das sinapses sao corrigidos iterativamente pelo
algoritmo do gradiente descendente (8) com o objetivo de minimizar a soma dos quadrados dos desvios (erros)
entre a saida desejada e a saida da rede neural.

padrdes

1
EZE Z(dp_yp)2 (@))]
p=1

onde p é o numero de padrdes de treinamento, d, é a saida desejada no p-ésimo padrédo de treinamento e y, € a
saida gerada pela rede quando alimentada com o p-ésimo padréo de treinamento.

4.0 - MODELO PROPOSTO

O modelo proposto para a previsdo de velocidade do vento é baseado na decomposigdo da série filtrada de
velocidade do vento, através da SSA, de forma a produzir um conjunto de séries para cada um dos componentes.

] p| Mitipia
C(J.';r.le BiAs | Pr:vlr:"é:s
ErC T
i Multiplas
comps|—>| RNAs '—)l i I\‘

Velocidade
Prevista

Velocidade )
Reconstruida

do Vento

Comp, ,( RNAs ].l Maltiplas
= Previsoes

Figura 3 - Funcionamento do modelo proposto para previsdo de velocidade do vento. Adaptado de (9).

De acordo com a Figura 3, o previsor de velocidade do vento funciona da seguinte forma:

e A série de velocidade do vento passa por trés passos da SSA (incorporagdo, decomposi¢cdo em valores
singulares e média diagonal), gerando assim k séries distintas;

. Sao treinadas 24 redes neurais artificiais, uma RNA para cada hora do dia e para cada uma das k séries;

e Por meio das RNA s&o realizadas mdltiplas previsdes, uma para cada componente.

+ E realizada a reconstrucido da série de velocidade do vento prevista. Nesse caso, o resultado das
previsGes das k componentes sdo somadas em relagdo a hora, de forma a gerar a série de velocidade
prevista.
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Tabela 1 - Percentual explicado por componente

NUmero de Percentual Percentual
Componentes Explicado Acumulado
1 49,41% 49,41%
2 11,57% 60,98%
3 8,90% 69,88%
4 5,08% 74,96%
5 3,69% 78,65%
6 2,88% 81,53%
7 2,35% 83,88%
8 2,14% 86,02%
9 1,90% 87,92%
10 1,45% 89,37%
11 1,10% 90,47%
12 1,03% 91,50%
13 1,03% 92,53%
14 0,96% 93,49%
15 0,95% 94,44%
16 0,84% 95,28%
17 0,78% 96,06%
18 0,76% 96,82%
19 0,65% 97,47%
20 0,59% 98,06%
21 0,54% 98,60%
22 0,51% 99,11%
23 0,45% 99,56%
24 0,44% 100,00%

O tamanho da janela L definido para a SSA foi de 24 horas. Apds alguns experimentos foi possivel observar que,
para série de velocidade de vento, as 7 primeiras componentes explicam 83,88% da série original, de acordo com a
Tabela 1. Foram executados diversos casos de testes com diferentes nimeros de entradas para as RNA e com
diferentes nimeros de componentes, e a consideragdo de sete componentes se mostrou satisfatoria quanto a
precisdo das previsdes para o estudo realizado neste trabalhado. A Figura 4 ilustra as curvas de cada uma das
sete componentes extraidas da velocidade do vento.
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Figura 4 — Componentes selecionadas

Na sequéncia foram avaliadas 12 configuragdes para as arquiteturas das RNA responséaveis pelas previsdes das
componentes SSA. Estes experimentos mostraram que a melhor configuragdo para as RNA é composta por 9
neurbnios na camada de entrada com fungdo de propagacédo tansig, 11 neurdnios na camada intermediaria com
funcdo de propagacéo tansig, e 1 neurbnio na camada de saida com fungdo de propagacdo purelin, e 0
treinamento foi realizado com o algoritmo trainrp.

5.0 - EXPERIMENTOS E RESULTADOS

Para validar o modelo proposto foram executados quatro casos de testes, para isso foram escolhidos
aleatoriamente quatro periodos distintos, descritos na Tabela 2.



Tabela 2 — Periodos dos experimentos
Inicio do Fim do Inicio do Fim do
Treinamento | Treinamento Teste Teste
Caso 1 | 03/03/2007 03/04/2007 | 04/04/2007 | 05/04/2007
Caso 2 | 19/07/2008 19/08/2008 | 20/08/2008 | 21/08/2008
Caso 3 | 25/01/2009 25/02/2009 | 26/02/2009 | 27/02/2009
Caso 4 | 10/03/2010 10/04/2010 | 11/04/2010 | 12/04/2010

Caso

Para cada um dos casos estudados foram realizadas 24 previsGes para um horizonte de 24 horas a frente.
Portanto, a primeira previso inicia-se na 1% hora do primeiro dia de testes e termina na 24% hora deste mesmo dia,
a segunda previs&o inicia na 2* hora do primeiro dia e termina na 1% hora do segundo dia, e assim sucessivamente.
Por fim, a 24 previs&o inicia na 24* do primeiro dia e termina na 23% hora do segundo dia.

Para esse experimento 0s quatro casos passaram Pelo processo de treinamento da RNA e foram executados
obtendo os resultados em relagdo a métrica MAPE", apresentada na Tabela 3, e em relacdo a métrica MAE?,
apresentada na Tabela 4. Os valores apresentados nestas tabelas referem-se as médias das métricas obtidas para
as 24 previsdes realizadas para cada caso e para cada horizonte apresentado.

Tabela 3 — MAPE — Conjunto de teste

Caso/Horizonte 1 6 12 18 24
Caso 1 13,64% | 23,26% | 25,02% | 25,90% | 25,83%
Caso 2 6,82% | 7,22% | 7,88% | 8,86% | 11,85%
Caso 3 5,84% 8,47% | 10,41% | 11,21% | 12,09%
Caso 4 9,26% | 13,60% | 20,07% | 21,10% | 24,91%
Média 8,89% | 13,14% | 15,84% | 16,77% | 18,67%

Foi observado que o caso 1, apesar de apresentar o pior resultado na Tabela 3 (MAPE) com 25,83%, apresenta o
melhor resultado em relagdo a métrica MAE (Tabela 4) com 0,811 m/s. Isso ocorre, principalmente, por causa do
nivel de velocidade em que o vento se encontra, por exemplo, a velocidade minima encontrada no conjunto de
dados é de 0,0718 m/s e a velocidade méxima é de 24,2153 m/s. Assim sendo, se a velocidade € muito baixa,
existe uma tendéncia aos erros serem maiores, principalmente, em relagdo a métrica MAPE. Por exemplo, se a
velocidade real fosse 1 m/s e, levando em consideragdo que para 24 previsdes o MAE (para o caso 1) é de 0,811
m/s, a velocidade prevista seria 1,811 m/s, isto iria gerar um MAPE de 81,1%. Em contrapartida, se a velocidade
real fosse 24 m/s e a velocidade prevista 24,811 m/s, essa previsao iria gerar um erro de apenas 3,38% em relacédo
a métrica MAPE.

Tabela 4 — MAE — Conjunto de teste
Caso/Horizonte 1 6 12 18 24
Caso 1 0,418 0,733 0,783 0,804 | 0,811
Caso 2 0,431 0,517 0,628 0,744 | 0,911
Caso 3 0,430 0,662 0,835 0,924 | 0,949
Caso 4 0,348 0,518 0,735 0,826 | 0,957
Média 0,407 0,607 0,745 0,825 | 0,907

Observa-se que as métricas sdo relevantes, no entanto a avaliagdo de um especialista para determinar quando o
modelo deve ser re-treinado também é muito importante. E isso deve ser feito, principalmente, com base na analise
das curvas das velocidades observadas e previstas, conforme apresentado na Figura 5.

Para fins de analise, nota-se uma melhora significativa em relagdo a métrica MAPE comparada aos resultados
obtidos para o horizonte de uma hora a frente do trabalho (10) que foi de 17,96%, no entanto, cabe ressaltar que os
trabalhos foram realizados com séries de dados diferentes. Outro ponto, agora em relacéo ao trabalho (11), é que
este apresenta valores menores que 0s apresentados nesta pesquisa em relagdo a métrica MAPE (3,16% para o
horizonte de trés horas, 4,44% para cinco horas e 6,80% para dez horas), no entanto, em relagdo a métrica MAE
(0,5848 m/s para o horizonte de trés horas, 0,6601 m/s para cinco horas e 1,1005 m/s para dez horas), os
resultados obtidos nesta pesquisa sdo menores. Em comparacdo a uma pesquisa nacional, vale notar que os
valores obtidos, para métrica MAPE, nesta pesquisa, sdo melhores que os obtidos nos trabalhos (12) e (13) para o
horizonte de 24 horas que no melhor caso apresentou 27,568%, e no trabalho (14) que apresentou 16,16%,
39,37%, 45,45% e 46,98% para métrica MAPE nos horizontes de 1, 6, 12 e 24 horas.

Contudo é importante destacar que essa comparagao deve ser vista com ressalvas, pois a série considerada neste
trabalho é diferente das séries consideradas pelos autores dos trabalhos referenciados.

! MAPE, Mean Absolute Percentual Error
2 MAE, Mean Absolute Error
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Figura 5 — Perfis observados e previstos

6.0 - CONCLUSAO

O modelo proposto para previsdo de séries de velocidade do vento € um modelo hibrido baseado na
decomposicao da série de velocidade de vento via SSA e na previsdo por RNA. O modelo proposto foi avaliado
em um experimento computacional e os resultados alcancados séo satisfatérios se comparados com os resultados
da literatura. Embora ndo se possa comparar diretamente os resultados devido ao fato dos trabalhos da literatura
terem sido realizados com diferentes séries histdricas de vento, o previsor proposto apresentou resultados
compativeis com pesquisas nacionais e internacionais para os diversos horizontes apresentados neste trabalho.

A aplicagdo da SSA na decomposigdo da série se mostrou bastante (til na remogdo de ruidos frequentemente
encontrados nos registros de velocidade de vento. A remogado de ruidos contribuiu para a melhoria da qualidade
dos padrdes entrada/saida considerados nos treinamentos das redes neurais artificiais e assim foi possivel
alcancar previsdes mais precisas. Destaca-se que esta mesma estratégia pode ser empregada em outras séries
de interessa da operacao do sistema elétrico, por exemplo, a série de carga.
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